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摘 要：全氟和多氟烷基物质（PFAS）作为全球性持久性新污染物，对生态系统和人类健康存在风险，准确检

测其含量对污染防控至关重要。质谱检测因高灵敏度、高特异性等优势，成为PFAS检测的主流技术，但单

一的质谱检测在复杂基质干扰、未知物识别、海量数据处理方面存在不足。针对上述问题，将机器学习算法

与质谱技术进行深度融合，引入机器学习与深度学习模型对高维质谱数据进行特征自学习与碎片谱图预测，可

有效提升PFAS检测的精准度与效率。该文系统梳理了质谱检测PFAS中机器学习算法的应用，分析了算法提升

检测性能的作用原理与实现路径，并对未来应用前景进行展望，为PFAS污染研究与治理提供了方法支撑。
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Abstract：Per- and polyfluoroalkyl substances（PFAS），as global persistent emerging contaminants，
pose risks to ecosystems and human health.  Accurate detection of their concentrations is critical for 
pollution prevention and control.  Mass spectrometry（MS） has become the mainstream technique for 
PFAS detection due to its high sensitivity and specificity.  However，standalone MS detection suffers 
from limitations in complex matrix interference，unknown compound identification，and massive da⁃
ta processing.  To address these issues，deep integration of machine learning algorithms with MS tech⁃
nology，which employs machine learning and deep learning models for automatic feature learning and 
fragment spectrum prediction on high-dimensional MS data，can effectively improve the accuracy and 
efficiency of PFAS detection.  This paper systematically reviews the applications of machine learning 
algorithms in MS-based PFAS analysis， analyzes the underlying mechanisms and implementation 
pathways through which these algorithms enhance detection performance， and discusses future 
application prospects，providing methodological support for PFAS pollution research and remediation.
Key words：PFAS；mass spectrometry（MS） detection；machine learning；deep learning；algorithm
全氟和多氟烷基物质（PFAS）是一类烷基链中与碳原子相连的氢全部或部分被氟原子取代且具有末

端功能基团的人造脂肪族化合物。由于分子中碳—氟键（C—F）键能极高，使得这类化合物具有极高的
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化学稳定性、热稳定性以及独特的疏水疏油特性，

被广泛应用于纺织、造纸和包装等工业和民用领

域［1-3］。PFAS 种类繁多，根据美国环境保护署

（EPA）2025年 7月 9日更新的官方报告，其计算毒

理学与暴露中心（CCTE）识别出的PFAS化合物共计

14 735 种［4］。依据分子结构，PFAS 可分为非聚合

物与聚合物两大类（图 1）。其中，非聚合物根据碳

链氟化程度，进一步细分为全氟烷基物质和多氟

烷基物质：前者主要包括全氟羧酸（PFCAs）、全氟

磺酸（PFSAs）及全氟膦酸/次膦酸（PFPAs、PFPIAs）
等，后者则涵盖全氟磺酰胺及其衍生物（FASAs、
FASEs）、 氟 调 聚 物 类 物 质（FTOHs、 FTACs、
FTSAs）等。聚合物类 PFAS 则涉及氟聚合物（如

PTFE、PVDF）、全氟聚醚（PFPEs）及侧链氟化聚合物［5-6］。这些 PFAS的极高稳定性导致其在自然界中

难以降解，可通过水体、大气、土壤等介质长距离扩散，在水体与土壤中富集并通过食物链、食物网

进入人体，对生态系统和人类健康造成极大危害［7-8］。美国毒物与疾病登记署（ATSDR）发布的报告明确

指出［9］，传统PFAS暴露（如PFOA、PFOS等）可引发多方面不良健康效应，包括肝损伤、甲状腺疾病与

内分泌紊乱等，还会降低人体免疫水平、增加哮喘发病风险，并导致生育能力下降。此外，一些新型

的PFAS（GenX，多氟烷基磷酸酯等）［10-11］和多种污染物混合暴露的健康风险同样不容忽视，需通过严格

检测与管控降低人群暴露风险。

鉴于PFAS带来的严峻挑战，全球多个国家和地区已陆续出台限制或禁止特定PFAS生产与使用的

法律法规，全氟辛酸（PFOA）和全氟辛基磺酸（PFOS）作为典型受控物质，分别于 2009 年和 2019 年被

《斯德哥尔摩公约》列为持久性有机污染物（POPs）［12］。全氟己基磺酸（PFHxS）、全氟壬酸（PFNA）、全

氟癸酸（PFDA）等其他长链 PFAS 也已被多国纳入严格管控清单，欧盟、美国、加拿大等相继通过法规

限制其生产、投放与使用［13-14］。 在此背景下，建立 PFAS的高效、精准检测方法已成为环境与公共健

康领域的核心需求。

质谱（MS）技术凭借其高灵敏度和高特异性，可实现复杂基质中痕量 PFAS的多组分同时定量，是

PFAS检测的核心分析方法［15-17］。高分辨质谱（HRMS）凭借高质量精度与高分辨率，可将分子量接近的

PFAS同分异构体、同系物及基质干扰物加以区分，有效排除假阳性干扰，并拓宽可定量的PFAS种类

范围［18］。然而，单一的MS技术在PFAS检测中存在依赖人工设定参数与手动判读，难以高通量提取复

杂基质特征，无法自适应解析新型氟化物裂解规律，从而导致筛查效率受限，且无法自动实现污染源

甄别与迁移追踪等溯源分析等问题，需结合其他互补手段，共同构建全面的风险防控体系［19］。

机器学习算法的发展为MS分析提供技术支撑［20］，传统机器学习与深度学习算法能够替代人工高效

处理复杂基质下的海量质谱数据，提升PFAS识别速度与覆盖率，并挖掘隐形特征实现未知PFAS的预

测与分类［21］。在此基础上将数据与环境参数相结合进行分析，可进一步实现污染源溯源分析与风险评

估。本文系统综述了机器学习在MS检测PFAS中的算法以及应用，并展望未来的发展方向，以期为MS
检测PFAS提供方法支撑。

1 质谱检测PFAS中的机器学习算法 
机器学习是在无需人为编写显式规则的情况下，利用算法从数据中提取特征、构建模型，并不断

优化预测或决策能力，从而实现对复杂信息的高效解析与精准判断［22］。根据模型的复杂程度不同，机

器学习可分为传统机器学习方法和深度学习方法两类。当前许多传统机器学习的模型和算法，包括基

于统计学习理论的支持向量机（SVM）、能处理高维数据的随机森林（RF）、用于特征提取与降维的主成

分分析（PCA）以及经典的聚类算法如K-均值（K-means）等被用于PFAS的检测与鉴定［23-24］。随着深度学

习技术的发展，卷积神经网络（CNN）、循环神经网络（RNN）及其变体长短期记忆网络（LSTM）被广泛应

图 1　PFAS分类示意图
Fig. 1　Schematic diagram of PFAS classification［6］
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用于MS数据的端到端学习［25］，能够自动提取MS图中的深层特征，显著提升了对复杂环境样品中PFAS
的识别准确率和检测灵敏度［26-27］。本节基于传统机器学习算法和深度学习算法两大类别，介绍MS检测

PFAS中的常用算法。

1. 1　传统机器学习算法　
传统机器学习在处理结构化和半结构化的PFAS质谱数据方面具有显著优势。根据功能的不同，可

将常用算法分为降维、特征选择、聚类、分类及回归分析方法等。

1. 1. 1　降维方法　降维技术用于将高维MS数据投影到低维空间，便于可视化和噪声滤除［28］，以PCA
和 t-分布随机邻域嵌入（t-SNE）两种方法最为常用。PCA是一种无监督线性降维方法，通过保留最大方

差方向，将高维、冗余且存在相关性的原始变量正交投影为少数几个彼此独立的主成分，在最大程度

保留数据信息的同时，实现数据简化与可视化［29］。在 PFAS检测中 PCA可用于高维数据降维、识别污

染组成特征、区分不同污染源指纹，辅助提升源解析与机器学习建模的效率与准确性［30］。t-SNE是一

种非线性降维方法，用于保持高维数据的局部邻域结构［31］，在PFAS检测中可将复杂多维浓度数据映射

至二维，清晰呈现样本局部相似性与簇间差异，精准区分 PFAS生物富集特征，弥补 PCA 等线性降维

难以刻画非线性关系表征的不足［32］。

1. 1. 2　特征选择方法　降维通过变换原始特征生成新的低维特征，特征选择方法则直接保留原始特

征子集，从而在降低模型复杂度的同时提升可解释性［33］。根据筛选策略，特征选择算法可分为过滤式、

包裹式和嵌入式三类，其复杂度以及与模型的耦合程度逐级递增。过滤式方法独立于模型，基于统计

量评估特征重要性，如皮尔逊相关系数通过衡量特征间的线性相关性剔除冗余变量，以缓解多重共线

性对模型训练的干扰［34］。包裹式方法以模型性能为优化目标，典型代表为递归特征消除（RFE），通过

迭代训练模型并剔除权重最低的特征，逐步逼近最优子集，从而提升分类精度与计算效率［35］。嵌入式

方法如随机森林（RF）和极致梯度提升（XGBoost）等算法可依据自身重要性排序直接识别对PFAS分类贡

献最大的质谱特征。经特征筛选后的数据，可为后续无监督聚类与有监督分类提供更精炼、更具区分

度的输入特征。

1. 1. 3　聚类方法　在完成特征筛选的基础上，聚类分析可进一步探索样本或特征之间的天然分组结

构，尤其适用于 MS 非靶向筛查中未知化合物的簇划分。常用的聚类算法有 K-均值、高斯混合模型

（GMM）、层次聚类（HC）和 DBSCAN（密度聚类）等算法。K-均值［36］通过迭代更新簇中心将样本划分为

预定数量的簇，可用于快速划分MS特征矩阵，辅助初步筛选具有相似MS行为的化合物簇；DBSCAN
通过基于密度的空间聚类将高密度区域划分为簇，无需预先指定簇数量，能识别任意形状簇并自动标

记噪声点；GMM假设数据由多个高斯分布生成，输出软聚类结果［37］；HC通过凝聚或分裂方式构建树

状图，提供多尺度的相似性关系。这些聚类方法可用于辅助MS特征的分组、同系物谱图的相似性分析

以及非靶向筛查中的化合物簇划分等［32］。聚类结果所揭示的样本分组模式，往往能为后续分类任务提

供标签标注的参考依据与先验知识。

1. 1. 4　分类方法　若聚类旨在“无标签”条件下发现数据的内在分组，则分类方法的目标是借助已

知标签构建判别模型，以实现对未知样本的类别预测。分类方法可用于判断PFAS存在、识别类别及区

分同系物/异构体。支持向量机（SVM）、逻辑回归（LR）和贝叶斯网络（BN）是三类典型且广泛使用的分

类算法，SVM通过最大化间隔及核函数处理非线性问题，在小样本MS数据集上表现优异［38］。LR可以

直接输出分类的后验概率，计算效率高且可解释性强［39］，可作为PFAS基线分类模型来判断PFAS的暴

露情况［40］。BN 是一种概率图模型［41］，能够整合碎片离子、保留时间和前体离子的概率关联，可用于精

准预测地下水中短链 PFAS 超标风险、识别关键影响因子，并实现污染风险空间可视化［42］。

相较于上述依赖单一模型的经典方法，集成树方法通过组合多个基学习器（即决策树）进一步提升

预测性能，是分类任务中应用最为广泛的算法系列之一。该类方法基于决策树的集成学习，主要算法

包括RF、极端随机树（Extra Trees）和XGBoost［43］。RF采用Bagging策略，在节点分裂时随机选择部分特

征，抗过拟合能力强［44］；Extra Trees 进一步随机化分裂点，在噪声较大的 MS 特征中表现稳健［45］；

XGBoost则采用梯度提升框架，引入L1/L2正则化与二阶梯度近似，训练速度快且泛化能力强，不易过

拟合［46］，可高效处理 PFAS 相关多变量拟合与预测任务［47］。
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1. 1. 5　回归分析方法　与前述分类方法着眼于定性类别判别不同，回归分析旨在建立输入特征与连

续数值目标变量之间的映射关系。在PFAS质谱分析中，回归分析主要用于标准品匮乏条件下的浓度估

算、电离效率预测以及生物富集因子估算等任务。常用回归算法包括支持向量回归（SVR）、随机森林

回归和XGBoost回归等，其核心策略分别为核函数映射、多树集成平均与梯度提升优化［48］。回归方法、

分类方法与聚类方法在分析目标上形成明确分工，分别对应数值预测、类别判别与结构探索三类任务，

三者的协同使用可构建PFAS质谱数据从定量估算到定性判别再到无监督发现的分析体系。

1. 2　深度学习　

深度学习通过多层非线性变换自动提取层次化特征，擅长处理复杂高维质谱数据，主要包括深度

神经网络（DNN）、CNN以及图注意力网络（GAT）。DNN由多个全连接隐藏层构成，能够学习 MS特征

之间复杂的非线性交互。CNN是DNN下的一类专用网络架构，擅于提取局部相关模式。一维CNN可直

接分析 MS序列，自动提取峰形、峰宽等局部特征，用于 PFAS识别预测［49］。上述模型主要面向 MS信

号的特征提取，而GAT则采用分子结构图数据，利用自注意力机制为分子图中相邻原子节点分配不同

的权重，能够从PFAS的分子结构出发，自动识别并预测新型PFAS化合物是否具有持久性、生物蓄积

性或毒性等属性［50］。

表1　不同机器学习算法在MS检测PFAS的适用场景、优势及局限

Table 1　Application scopes，advantages and limitations of different machine learning algorithms in PFAS detection by MS method
Algorithm category
传统机器学习-

降维

传统机器学习-
特征选择

传统机器学习-
聚类

传统机器学习-
分类

传统机器学习-
回归分析

深度学习

Algorithm
PCA

t-SNE
RFE

皮尔逊相关
系数

K-means
DBSCAN

GMM

HC

RF

XGBoost

SVM

LR

BN

SVR

随机森林回归

XGBoost 回归

1D-CNN

GAT

PFAS applicable scenario
基质降噪、污染源指纹区
分、数据预处理

高维 PFAS 浓度数据的非线
性降维与聚类可视化

筛选质谱特征离子、定量
回归前置处理

质谱特征间的冗余性筛查与
多重共线性诊断；PFAS 降
解中间体吸附能相关性分析

PFAS 质谱定量数据的快速
聚类分组

PFAS 质谱定量数据的异常
值检测与自动聚类

质谱特征软聚类分析

PFAS 质谱定量数据的多尺
度聚类与层级关系分析

污染源分类、高污染地下
水样本筛查

PFAS 吸 附 去 除 效 率 预 测 、
多因素耦合回归建模

小批量标准品分类、未知
物质初判

PFAS 暴露基线分类、二分
类基线模型

PFAS 超标风险预测、污染
空间可视化

CCS 预测、小样本定量

浓度空间预测、响应因子预测

电离效率预测、复杂基质定量

端到端自动识别未知 PFAS、
提取峰形特征

基 于 分 子 结 构 预 测 新 型
PFAS 的 PBT（持 久 性/生 物
富集/毒性）属性

Advantage
运算速度快，可解释性强，最
大程度保留数据整体变异信息

保留样本局部特征结构，二
维展示直观清晰

高效剔除干扰峰，提升模型
预测精度

计算效率高，可解释性强，
为后续建模剔除冗余变量

算法简单，质谱矩阵聚类速
度快

无需预设簇数，可识别不规
则形状特征簇

输出软聚类结果，可量化各
特征归属不同簇的概率

构建树状图，提供从细粒度
到粗粒度的多层级聚类结果

抗噪声能力强，可输出特征
重要度，过拟合风险低

可捕捉多特征高阶交互，预
测精度高

标注样本有限时模型表现优
异

计算效率高，可直接输出分
类后验概率，可解释性强

可概率推理，影响因子解释
性好

核函数处理非线性，小样本
稳健

集成平均抗过拟合

精度高、速度快、防过拟合

自主学习质谱峰高、峰宽等
局部特征

无需标准品，结合分子结构
实现高风险污染物筛查

Limitation
仅能捕捉线性关联，对非线
性质谱特征拟合效果较差

计算成本高，会丢失数据全
局分布信息

小样本质谱数据集易出现过
拟合

仅能捕捉线性关系，无法识
别质谱特征间的非线性复杂
关联

需预设簇数，易受质谱噪声
干扰，不适于非球形簇

对密度参数敏感，原始高维
质谱数据直接使用效果不佳

对初始参数敏感，高维质谱
数据下易陷入局部最优

计算复杂度高，大规模质谱
数据集下效率低

对同分异构体细微谱图差异的
分辨能力弱于深度学习方法

超参数调参复杂，对质谱预
处理质量要求高

海量质谱数据集训练速度慢

难以捕捉质谱特征间的非线
性复杂关系

对多离子耦合质谱特征的拟
合能力有限

大数据集训练慢

外推能力有限

调参复杂，对预处理要求高

需 要 大 量 标 注 二 级 质 谱
（MS/MS）样本

依赖完整准确的分子结构信
息输入

Reference
［29］
［32］
［48］
［34］

［32］

［59］

［47］

［59］

［39］

［36］

［48］

［49］

［50］
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2 机器学习在PFAS质谱分析中的应用 
尽管MS已成为PFAS检测的主流技术，但面对复杂样品与不断涌现的新型PFAS同系物，传统MS

方法仍面临背景干扰强、目标物信号弱、相似物依赖人工经验、基质效应影响定量准确性等瓶颈。机

器学习算法的引入为 MS检测 PFAS提供了有效的智能化分析途径。本节围绕机器学习在 PFAS质谱分

析中的应用，从未知物的筛查与鉴定、污染物溯源、浓度预测及风险评估四个方面，对最新研究进展

进行系统综述。

2. 1　未知物的筛查与鉴定　
复杂环境、食品、生命等基质中存在大量结构未知、种类繁多的新型污染物，其理化性质与迁移

转化规律尚不明确，且缺乏标准品与谱库信息，传统定性方法难以实现精准识别。同时，样品基质干

扰强、目标物浓度低，常规分析手段易出现假阳性，无法满足未知污染物高效鉴定的需求。HRMS凭

借亚ppm级的质量精度、数万级的分辨率及全谱采集能力，可同时记录数万至数十万个MS特征，为非

靶向筛查提供了数据基础。Getzinger等［51］整合公开PFAS清单并预测其环境转化产物，构建了包含 3. 9
万余种结构的分子数据库，同时利用机器学习算法CFM生成对应的计算机模拟MS/MS谱库，为HRMS
非靶向筛查提供了关键基础资源。针对环境样品的检测，，Zweigle 等［52］将 Kendrick 质量缺陷分析与

FindPFAS碎片质量差异相结合，在不依赖标准品的情况下利用高效液相色谱-四极杆飞行时间质谱联

用仪（HPLC-QTOF-MS）对德国受 PFAS污染的农业土壤进行非靶向筛查（图 2A），从数万 MS峰中自动

筛选出具有CF₂重复单元的同系物系列（图 2B），通过同源系列检测与特征碎片匹配，最终识别出 10种

新 PFAS类别及 73种单一 PFAS。然而，单纯依靠精确质量和碎片匹配对同分异构体的区分能力有限，

假阳性率较高。为了提高鉴定的置信度，Foster等［53］在传统保留时间与质荷比二维MS数据基础上，耦

合离子迁移谱（IMS）增加了碰撞截面（CCS）这一与分子构象相关的物理正交参数，采用液相色谱-离子

迁移谱-质谱（LC-IMS-MS）测定 88种 PFAS标准品的 CCS并建立公开数据库，基于线性支持向量回归

（SVR）开发 CCSP 2. 0模型并将该流程应用于 NIST人血清样品，从数百个代谢组特征中高效识别出 17
种已知PFAS及 48个潜在未知PFAS候选物（图 2C）。Mu等［54］进一步将CCS变化约束直接嵌入同系物质

谱峰筛选流程来降低假阳性，提出 PFAS 鉴定置信度分级标准，从而将假阳性率从 35%骤降至 0. 7%，

显著提升了PFAS非靶向筛查的准确性与鉴定置信度。尽管引入CCS维度有效提升了MS特征的结构专

属度，但MS/MS谱图的解析仍高度依赖人工解谱，未实现高通量自动化。要突破这一局限，关键在于

利用机器学习建立MS碎片模式与分子结构之间的端到端映射关系。Wang等［55］基于高分辨MS非靶向筛

查技术，构建集分子网络与机器学习于一体的APPID识别平台，通过自主研发的 Flink算法优化MS/MS
谱图节点间的相似度计算逻辑，降低假阳性关联，并结合 SVM模型实现未知 PFAS结构精准预测。该

方法成功在氟化工废水中识别出 733种 PFAS物质，包含 39种新型污染物，大幅提升复杂环境中未知

PFAS的鉴定效率与准确性。

HRMS为 PFAS非靶向筛查提供了高分辨率的MS数据，但如何从海量质谱特征中高效识别目标物

仍长期依赖于人工经验与谱库匹配。近年来，机器学习方法逐步嵌入HRMS数据处理的不同环节，使

MS数据的解析效率得到改善。在数据预处理阶段，部分研究利用分类器对MS特征进行自动化筛选与

优先级排序。例如PFΔScreen等工具可通过MD/C-m/C质量亏损分析、Kendrick质量缺陷及诊断碎片匹

配等多种策略进行PFAS特征优先筛选，将后续需人工审查的候选特征数量从数万级压缩至百级，减少

人工筛选的工作量［56］。在多维参数融合方面，上述 Foster等［53］的CCS预测方法也表明，通过引入离子

迁移谱提供的碰撞截面作为MS数据的一个正交参数，机器学习可在缺乏标准品时辅助结构鉴定。在结

构推理层面，深度学习模型被用于建立MS/MS谱图与化学结构之间的端到端关联。DeePFAS采用融合

卷积神经网络与Transformer架构的光谱编码器，将原始MS/MS谱图映射至化学结构特征的隐空间，实

现 PFASMS 谱图的高通量自动注释［57］。整体来看，机器学习在非靶向 MS分析中的作用逐渐从辅助匹

配、智能筛选向结构推理延伸，推动PFAS筛查方法逐步从依赖标准品的靶向定性向数据驱动的非靶向

分析转变。
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2. 2　溯源　
识别 PFAS污染的来源是开展风险管控与责任认定的前提。不同来源的 PFAS在 MS全扫描谱图中

呈现差异化的特征离子组合与丰度分布，构成了可用于来源区分的MS指纹。然而，实际环境中污染物

经过迁移、转化及多源混合使MS指纹趋于复杂，从而导致源解析极为困难。传统方法依赖少数目标物

比值或PCA，难以捕捉MS数据中的丰富信息。将机器学习方法引入源解析，能够有效整合高维化学指

纹与前体转化信息，提升溯源能力。近年来，研究者从不同维度的MS数据出发，逐步发展了从靶向定

量到非靶向全谱、从PFAS专属指纹到非PFAS共污染物辅助判别、从静态组成指纹到前体氧化产物指

纹的多层次溯源方法。Kibbey等［58］以 8种PFAS的LC-MS/MS靶向定量数据为质谱指纹，在源分配中引

入监督式机器学习，利用Extra Trees和神经网络对水样进行AFFF与非AFFF的二分类，验证了PFAS组

分指纹可用于两类来源区分的可行性（AUC>0. 96）。在此基础上，Joseph等［59］将MS数据采集从靶向定

量扩展至可疑筛查，采用 LC-QTOF-HRMS 对 92 个样品进行数据非依赖性采集，同时获取 50 种目标

PFAS的定量数据和 2 266种可疑PFAS的半定量数据，结合 SVM、LR和RF等算法对 6类来源进行分类

（图 3A），仅靠 PFAS 自身指纹仅可成功区分其中 3 类，与 PCA/HCA 聚类分析的结果一致。随后，

Joseph 等［60］进一步整合正负离子模式高分辨 MS非靶向分析，提取 PFAS及全谱化学特征（农药、药物

等），结合 SVC、LR、RF、XGB等机器学习算法构建溯源模型，证实了非 PFAS共污染物是区分AFFF
地下水、填埋渗滤液等 6类 PFAS污染源的关键特异性指纹，可使各类源分类 AUC普遍达 0. 85~0. 99，
显著突破仅依赖PFAS标志物的溯源局限（图3B）。

此外，基于无监督机器学习与化学指纹增强也被应用到污染物的溯源。Antell等［61］采用 PCA对传

统PFAS数据与TOP实验产生的ΔPFCA衍生指纹谱数据进行联合分析，探索AFFF、市政污水厂和垃圾

填埋场三类来源的区分能力。结果显示，仅使用传统PFAS数据时，三类来源的置信椭圆严重重叠（图

3C）；加入ΔPFCA后，垃圾填埋场来源完全分离，AFFF与污水厂的重叠率从仅使用传统PFAS数据的

76%下降至9%，表明TOP氧化前体MS衍生指纹是传统靶向MS数据的有效信息补充。

MS数据与机器学习的结合为PFAS源解析提供了系统化的技术路径。MS数据是溯源分析的基础，

图 2　污染农田土壤中PFAS的非靶向LC-HRMS筛查结果（A）［52］，FindPFΔS特征碎片算法质谱识别分析结果（B）［52］，
LC-IMS-HRMS多维PFAS非靶向识别流程与污染物分群图谱（C）［53］

Fig. 2　Non-targeted LC-HRMS screening results for PFAS in contaminated agricultural soils（A） ［52］；MS identification and 
analysis results using the FindPFΔS characteristic fragment algorithm（B） ［52］；Multi-dimensional non-targeted PFAS

identification workflow and pollutant clustering profiles based on LC-IMS-HRMS（C） ［53］
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机器学习算法从复杂的MS背景中自动筛选诊断性离子组合，通过监督与无监督学习的互补策略将溯源

问题转化为数据驱动的分类判别。两者结合使PFAS源解析从依赖少数特征比值的经验判别提升为基于

全谱指纹的模式识别，为复杂环境体系中PFAS来源的快速判别提供了方法支撑。

2. 3　复杂基质中的浓度预测　

在复杂介质中，PFAS的浓度预测面临多重挑战：一方面，土壤、地下水、生物组织等基质组成复

杂，污染物存在形态多样，浓度动态变化受多因素（如土壤有机质、pH值、水文条件等）影响，难以通

过简单线性模型描述；另一方面，数以千计的PFAS种类中仅有少数具有标准品，大量新型PFAS及转

化产物无法通过常规MS方法获得准确浓度，严重制约了非靶向筛查中未知物的定量分析。

目前，机器学习浓度预测与定量主要针对水体、植物、土壤等介质。地下水作为饮用水的重要水

源，其水质安全直接关系到人类的生命健康。George等［62］利用 MS检测数据的 PFAS浓度为目标变量，

将随机森林与多元环境特征相结合（共污染物指纹、水文地质参数、土壤性质等），构建了基于多环

境特征的机器学习预测模型，用于预估未被检测井中的 PFAS 浓度，并应用于加州地下水样品分析

（图 4A），该方法在 Spearman相关系数 0. 64下实现浓度精准预测，高浓度PFAS井位识别准确率达 91%
（AUC=0. 90），可将高风险井检出效率提升约 5倍。海洋也是 PFAS富集的严重场所，孙沈正等［48］基于

机器学习构建了PFAS电离效率预测与半定量分析模型，将RFE与XGBoost机器学习相结合从分子结构

图 3　目标与可疑PFAS结合监督学习的污染源分类分析流程（A）［59］，正负离子非靶向高分辨MS分层溯源工作流（B）［60］，
基于TOP氧化前体 ΔPFCA 指纹的无监督PCA溯源分析体系（C）［61］

Fig. 3　Source classification workflow combining target and suspect PFAS with supervised learning（A）［59］；Tiered source tracing 
workflow via positive and negative ion nontarget high-resolution MS（B）［60］；Unsupervised PCA source tracing system based on 

ΔPFCA fingerprints derived from the TOP assay（C） ［61］
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预测电离效率，结合标准曲线校正与峰面积换算完成对实际鱼肉样品的分析，9种PFAS的半定量预测

误差为 0. 79~1. 81倍，实现了无标准品 PFAS的精准浓度预测。Lauria等［63］将 XGBoost算法与 HRMS非

靶向/可疑筛查相结合，建立了基于电离效率预测的PFAS无标准品定量方法（图 4B），通过预测的电离

效率将质谱峰面积直接换算为浓度，使海洋哺乳动物肝脏中高达 70%的未知有机氟占比大幅降低，为

复杂生物基质中MS数据的无标定量提供了可行路径。此外，植物作为食物链的起点，其吸收和积累

PFAS的能力直接影响农产品的安全性与人体暴露风险。Song等［64］利用分子指纹图谱与XGBoost模型预

测了 22种 PFAS在根、茎、叶、果实中的生物富集因子（BAF），测试集决定系数达 0. 82~0. 93。然而，

植物吸收研究多在水培条件下进行，其结果难以直接迁移至土壤体系。为此，钱一凡等［65］采用

XGBoost 机器学习模型结合迁移学习构建了从水培体系到土培体系的植物根系 PFAS 吸收预测模型

（图4C），将土壤中根系富集因子（RCF）预测的测试集R2从0. 83提升至0. 86，实现了简单体系知识向复

杂体系的跨场景迁移。为MS定量数据在农产品安全风险评估中的深度应用提供了模型支撑。

图4　基于随机森林与线性模型的地下水PFAS空间分布预测体系（A）［62］ ；结合氟质量平衡与机器学习模型的海洋哺乳
动物体内未知PFAS半定量分析流程（B）［63］ ；集成分子指纹与土壤环境参数的植物PFAS生物富集因子（BAF）机器学习

预测模型（C） ［64］

Fig. 4　Random forest and linear model framework for groundwater PFAS spatial prediction（A）［62］ ；Fluorine mass balance 
coupled with machine learning for semi-quantification of unknown PFAS in marine mammals（B）［63］；Machine learning model 

predicting plant PFAS bioconcentration factor（BAF） with molecular fingerprints and soil parameters（C）［64］
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机器学习为应对复杂基质中PFAS浓度预测的两类核心质谱难题提供了有效的解决办法。对于水体

介质，机器学习侧重于空间维度的拓展，利用RF算法将有限监测点的MS浓度数据与环境变量相结合，

实现未采样区域浓度预测的外推；对于生物组织介质，机器学习侧重于 MS 响应信号的校正，以

XGBoost驱动的电离效率预测绕过标准品匮乏的定量瓶颈；对于跨介质场景的污染物迁移，机器学习

则侧重于跨场景下的模型泛化，借助XGBoost与迁移学习策略，使水培条件下建立的预测关系能够适

应更复杂的土培环境。三类基质虽然数据基础与建模策略不同，但都是在MS数据稀疏或标准品缺失的

条件下，通过算法补偿使浓度预测仍能达到可接受的精度，使PFAS质谱定量分析从依赖经验参数的单

介质回归拓展为融合环境特征、结构信息与质谱响应特征的多介质定量建模体系，为复杂基质中PFAS
的暴露评估提供了多维度定量支撑。

2. 4　风险评估　
MS检测所获得的环境与生物样本中PFAS的定性结果与定量浓度数据，是暴露评估与风险判别的

核心输入参数。然而，水体、土壤、血液等复杂基质中痕量污染物的MS分析面临监测点空间覆盖不

足、分析周期长、成本高昂等现实约束，有限监测数据难以支撑全域风险评估。在此背景下，机器学

习与 MS 技术的结合，可利用有限检测数据实现对 PFAS 暴露风险预测和毒性属性筛查两方面的风险

评估。

饮用水作为主要暴露途径之一，其水质检测是间接评估人群外暴露风险的重要起点，Hu等［66］以地

表水 PFAS风险优先级排序为目标，采用Orbitrap高分辨MS构建了靶向、可疑、非靶向筛查技术，以

50种 PFAS 标准品在 MS 上的响应因子和峰面积为训练基础，利用随机森林回归模型学习分子结构与

MS响应之间的定量映射关系，预测非靶向筛查中缺乏标准品的PFAS响应因子，实现基于MS峰面积的

半定量，从而将新型和未知PFAS纳入风险量化体系，并对北京朝白河水样进行风险评估分析，共鉴定

33种PFAS，并基于综合风险指数（RI）筛选出 4种高风险优先管控物质。Li等［42］将质谱检测获得的长期

地下水PFAS浓度数据作为训练标签，将其与水文地质等多源环境变量相结合，采用BN建立短链PFAS
浓度超标的预测模型，输出高精度（AUC > 0. 96）空间风险概率地图，实现对短链PFAS的高效空间风险

筛查，减少大范围检测带来的工作量与成本。Roostaei等［67］将私人井水污染监测数据与大气沉降、污染

源位置、气象等多源空间信息相结合，采用BN构建预测模型评估私人井水中GenX污染物的超标风险，

模型有效识别关键影响因子，并生成区域污染风险空间分布图，为饮用水污染风险快速评估与精准防控

提供了可靠的技术手段，同时为有限MS监测点的风险空间判别提供了可视化决策工具。

水质监测结合机器学习为外暴露评估提供了有效手段，但环境浓度无法直接反映经吸收后在体内

形成的有效暴露剂量。将机器学习框架从环境监测数据迁移至生物样本检测数据分析，以血清/血浆中

的PFAS定量浓度作为输入特征，借助神经网络、随机森林等算法建立健康风险预测模型，同样可实现

从外暴露概率评估到内暴露效应评估的递进。Zheng等［68］基于NHANES 2015~2020年 1 953例人群数据，

采用CDC标准化在线固相萃取-液相色谱串联质谱法测得的血清 PFAS（总 PFOS、PFHxS、PFOA等）浓

度及人群临床指标构建特征集，结合神经网络、随机森林等机器学习算法与 SHAP可解释性分析，通

过多阶段回归、限制性立方样条及五折交叉验证优化模型，建立了 PFAS 暴露与心肾代谢综合征

（CKM）的风险预测方法。研究发现总PFOS暴露是CKM独立危险因素且呈线性正相关，核心预测特征

为PFOS、血浆致动脉粥样硬化指数（AIP）和生物放大指数（BRI），可精准实现PFAS相关CKM的发病风

险预判与早期识别，表明机器学习方法同样适用于生物样本检测数据的建模分析，可为PFAS内暴露评

估提供了高效的技术工具。

为避免 PFAS 暴露所带来的健康风险，风险评估的最终目标还应转向对新型 PFAS 的主动管控。

Han 等［50］结合 GAT、多种机器学习模型与非靶向筛查数据，构建了持久性（Persistence）、生物富集

（Bioaccumulation）、毒性（Toxicity）-即PBT污染物智能识别体系，结果表明该方法识别准确率高，泛化

性强，可处理复杂分子结构，在无需标准品的条件下共筛选得到 282 种符合 PBT 特征的高风险新型

PFAS 同系物，其中 140 种可同时在工业产品、环境及生物样本中检出，为非靶向筛查发现的新型

PFAS提供毒性预警能力，实现对高风险PBT类新污染物的主动管控。

机器学习与高分辨MS的结合，使非靶向筛查数据在暴露评估和风险排序中的利用效率有所提高，
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为PFAS主动管控提供了技术手段，也为替代品监管和饮用水、食品安全评估提供了数据参考。此外，

非靶向MS筛查所获取的结构特征信息，也可为PFAS替代品开发提供输入。例如，将筛查中识别的高

风险结构特征与官能团信息纳入生成式机器学习模型，可辅助低风险替代分子的结构设计［69］，Wang
等［70］基于图注意力网络与帕累托最优理论构建的ParetoGen框架，使生成分子在多项功能与风险指标上

均优于现有 PFAS替代品，这一思路将 MS数据的应用从环境监测拓展至分子设计层面，使 PFAS管控

在末端监测之外存在源头替代的潜在路径。

3 总结与展望 
机器学习和MS技术相结合，有效弥补了传统MS方法在复杂基质干扰、低浓度信号提取、未知物

鉴定和高通量分析等方面的不足。以降维、分类、回归、聚类及深度学习为代表的算法已应用于PFAS
质谱分析的全部流程，在未知物的筛查与鉴定、溯源、复杂基质的浓度预测、风险评估等环节展现出

显著优势，MS数据从依赖人工经验判读逐步转向算法下的自动解析。依靠机器学习与MS技术的结合，

PFAS质谱检测逐步实现从靶向筛查到非靶向解析、从低通量到大规模样本分析、从依赖标准品到无标

准品的转变，提升了复杂基质中MS特征提取的效率与结构注释的准确度。为新型PFAS的发现、环境

行为研究与风险评估提供了有力的数据支撑。

未来，机器学习与MS技术的融合将朝向更精准、更智能、更高效、更标准化的方向持续发展。首

先，应加快构建多场景、多基质、多仪器平台的PFAS专用数据库，结合虚拟谱图生成、数据增强与迁

移学习技术，弥补MS数据资源不足。其次，需围绕 PFAS的结构特征与MS碎裂规律，研究机理与数

据相结合的专用智能算法来提升模型对PFAS的针对性识别能力与结构解析能力。在应用层面，应强化

机器学习算法在复杂基质干扰去除、超痕量信号增强以及同分异构体区分中的应用，提高实际样品MS
检测PFAS定性定量的可靠性。此外，还需建立统一的AI辅助PFAS检测方法标准与评价体系，开发一

键式且自动化的MS数据智能分析软件与集成化流程，以此降低技术应用门槛。最终，通过多技术融合

与全链条优化，实现机器学习算法在PFAS质谱检测中的深度应用，为环境中PFAS的高效监测、精准

管控与科学治理提供更为坚实的技术支撑，持续推动新污染物分析技术迈向智能化与现代化。
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彭子芳，郑州大学公共卫生学院副研究员。研究方向为基于

功能材料的新污染物环境分析、环境污染与健康。以第一作者及

通讯作者身份在 Chem. Eng. J. 、Food Chem. 、J. Hazard. Mater.
等期刊发表 SCI论文 10余篇，中文核心 1篇。以第一发明人授权

专利 1项，主持国家自然科学基金青年项目 1项，多次参加国内

外学术会议，并做青年论坛报告。曾获国家励志奖学金、A类学

业奖学金 3次、并获优秀学生干部、校级三好学生、优秀通讯员

等荣誉奖项，2024年获得分析测试青年创新大赛二等奖。
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􀤋􀤋

􀤋􀤋
􀤋􀤋

􀤋􀤋
􀤋􀤋

􀤋􀤋
􀦋

大赛获奖选手介绍：
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